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Resumen

En este art́ıculo se presenta una propuesta para la introducción de mecanismos adaptativos para la elección
de ayudas, en un entorno de evaluación basado en tests adaptativos. El art́ıculo comienza con una discusión
sobre aspectos relativos a mecanismos de selección adaptativos de pistas, que resultan en la definición de
dos axiomas que tales pistas deben cumplir. Posteriormente, se presenta una evaluación emṕırica preliminar
con estudiantes reales, cuyo objetivo es evaluar un banco inicial de preguntas con sus respectivas pistas,
para determinar si éstas son realmente útiles. La evaluación se llevará a cabo a partir de los resultados
obtenidos tras administrar un test a muestra poblacional formada por alumnos reales con diferentes niveles
de conocimiento.

Palabras clave: Administración adaptativa de ayudas, Tests Adaptativos Informatizados, Teoŕıa de Res-
puesta al Ítem.

1. Introducción

La evaluación mediante pruebas tipo test se usa
de modo habitual en diferentes contextos educa-
tivos y con diversos objetivos: calificación, auto-
evaluación, diagnóstico cognitivo, etc. Para me-
jorar la eficiencia del proceso de diagnóstico, los
sistemas de tests adaptativos seleccionan la mejor
pregunta de acuerdo a la estimación actual de ca-
racteŕısticas relevantes del examinando. De este
modo, se alcanza un grado de exactitud mayor en
la evaluación, a la vez que se reduce significativa-
mente el número de preguntas. En este sentido, se

pueden encontrar diferentes propuestas para tests
adaptativos [12], [3]. Una de las teoŕıas más sóli-
das utilizadas como fundamento en este tipo de
tests es la Teoŕıa de la Respuesta al Item (TRI)
[9], la cual supone que la respuesta a una pregun-
ta depende de un rasgo latente desconocido. Este
rasgo latente θ representa un factor psicológico
que se desea medir a través del test, y que no es
directamente observable. En entornos educativos,
se corresponde con el conocimiento del alumno
que se examina.

En cualquier entorno educativo adaptativo es ne-
cesario tener estimaciones fiables del nivel de
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conocimiento del alumno, con objeto de elegir
qué tipo de acción instructiva es más apropiada en
cada momento. En este sentido, los Tests Adap-
tativos Informatizados (TAI) [15] basados en la
TRI proporcionan una herramienta de diagnósti-
co fiable y eficiente. SIETTE (Sistema Inteligente
de Evaluación mediante Tests) [4], [8] es un en-
torno de evaluación a través de Internet, que per-
mite construir y administrar tests convencionales
y TAI, basados en una discretización de la TRI.
Una de las caracteŕısticas principales de SIETTE
es que es una herramienta que puede ser integrada
sin dificultad en cualquier entorno de aprendizaje
Web (para un ejemplo de integración, véase [11]).
Al realizar esta integración, SIETTE gestiona to-
do lo relativo al modelado del alumno (básica-
mente, creación y mantenimiento del modelo del
alumno). Este sistema está accesible en la siguien-
te dirección: http://www.lcc.uma.es/SIETTE.

Por otro lado, actualmente no cabe duda de que
una de las contribuciones principales a la psico-
loǵıa educativa en el siglo XX es la Zona del De-
sarrollo Próximo (ZDP) de Vigotsky [14]. Una
definición breve y operativa para nuestros objeti-
vos actuales es la dada en [16]: la zona definida
mediante la diferencia entre el rendimiento que
demuestra un niño (en nuestro caso, una perso-
na) en un test en dos condiciones diferentes: con
y sin ayuda.

Poco después de la definición de la ZDP, surgen
los primeros intentos de aplicar este concepto en
el contexto de la administración de tests, bajo las
dos condiciones descritas (con o sin ayuda). Nor-
malmente el objetivo es clasificar a los alumnos
para poder asignarlos a los programas educativos
más apropiados. El principal objetivo del traba-
jo que presentamos aqúı es diferente: construir un
modelo que permita la integración de mecanismos
adaptativos de selección de ayudas en el sistema
SIETTE.

Las pistas constituyen una táctica adecuada y efi-
ciente en el proceso de enseñanza. Muchos siste-
mas tutores inteligentes (STI) también dan pis-
tas al alumno, como por ejemplo ANDES [7], que
evalúa a los alumnos teniendo en cuenta, no sólo
el número de respuestas correctas, sino también
el número de pistas recibidas; o AnimalWatch [1],
que tiene diferentes tipos de pistas disponibles
(muy/poco interactivas, concretas/simbólicas) y
las selecciona adaptativamente en base a rasgos
del usuario, tales como el nivel de desarrollo cog-
nitivo y el sexo. Asimismo, estudios psicológicos
demuestran que un docente suele usar una esti-

mación aproximada del rendimiento del alumno
para seleccionar la pista más apropiada [10].

Consecuentemente, supondremos que la ayuda se
representa mediante pistas que denotaremos h1,
..., hn, que proporcionan diferentes niveles de ayu-
da para cada pregunta tipo test (a las que denomi-
naremos, en adelante, ı́tems). Entenderemos que
el mecanismo de selección de ayudas es adaptati-
vo cuando la pista sea seleccionada automática-
mente por el sistema. La filosof́ıa que subyace en
esta adaptación es que se debe tener en cuenta
la distancia a la que se encuentra la pista en la
ZDP, de modo que se seleccionará siempre aquella
pista que proporcione la información mı́nima que
necesita el alumno para ser capaz de responder
correctamente al ı́tem.

El trabajo que se presenta en este art́ıculo extien-
de nuestras investigaciones previas sobre la intro-
ducción de pistas y mensajes de refuerzo en tests
adaptativos [5]. Ahora nuestros objetivos son:

La definición de un marco teórico para la
selección adaptativa de pistas.

La realización de un estudio emṕırico que
permita validar la propuesta. Con este obje-
tivo, hemos desarrollado un banco de ı́tems
real para una asignatura, con sus respecti-
vas pistas asociadas. Este banco ha sido usa-
do en varios experimentos con examinandos
reales, con el objetivo de validar el banco de
pistas.

Una cuestión que merece la pena considerar, y
que también es objeto de estudio en este art́ıcu-
lo, es la calibración de los pares ı́tem+pista. Una
vez llevado a cabo el procedimiento de calibra-
ción, se podrán administrar tests en los que tanto
los ı́tems como las pistas se seleccionen de modo
adaptativo, de acuerdo a la estimación actual del
nivel de conocimiento del alumno.

La estructura del resto del art́ıculo es la siguiente:
en la sección 2 se introducen las nociones básicas
sobre la teoŕıa de los TAI y la TRI. En la sec-
ción 3 discutimos diversos aspectos relativos a la
introducción de pistas en entornos de tests adap-
tativos. La sección 4 presenta los resultados de
los experimentos realizados, en los que se ha de-
sarrollado un banco preliminar de ı́tems con sus
correspondientes pistas que, posteriormente, han
sido presentados a tres grupos de alumnos reales.
El objetivo de estos experimentos era determi-
nar, de modo emṕırico, la validez (e idoneidad)
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de estas pistas. El art́ıculo termina presentando
las conclusiones que hemos alcanzado en este es-
tudio, junto con algunas ĺıneas de trabajo futuro.

2. Los Tests Adaptativos In-

formatizados y la Teoŕıa

de Respuesta al Ítem

Los TAI y la TRI constituyen hoy en d́ıa el mar-
co teórico estándar para una evaluación fiable y
eficiente del alumno. Un test adaptativo informa-
tizado se define como aquella prueba de evalua-
ción en la cual la decisión de qué ı́tem presentar
en cada momento y la decisión de cuando finali-
zar el test se adoptan, de un modo dinámico, en
función del rendimiento del alumno en los ı́tems
anteriores. Si se comparan los TAI realizados por
dos examinandos diferentes, normalmente cada
uno de ellos recibe ı́tems diferentes y en distin-
to orden. Para poder administrar TAI de forma
adecuada, a cada ı́tem i de un test se le asigna
la llamada Curva Caracteŕıstica del Ítem (CCI).
Ésta es una función que representa la probabili-
dad de que el alumno dé una respuesta correc-
ta a ese ı́tem, dado su nivel de conocimiento θ,
que es el rasgo latente no observable que desea-
mos estimar a través de la realización del test.
Una hipótesis importante es que este rasgo la-
tente no cambia durante el test, es decir, que el
alumno no aprende durante el test. La probabi-
lidad Pi de contestar correctamente a un ı́tem
(ui = 1) se puede calcular mediante la expresión
Pi = P (ui = 1|θ), y, en consecuencia, la proba-
bilidad Qi de fallar (ui = 0) vendrá dada por la
expresión Qi = P (ui = 0|θ) = 1−P (ui = 1|θ). Si
el test se compone de n ı́tems, conocemos las CCI,
y suponemos la independencia local de los ı́tems,
la función de verosimilitud L se calcula mediante
la expresión:

L(u1, u2, ..., un|θ) =

n
∏

i=1

Pui

i Q1−ui

i (1)

El máximo de esta función da una estimación del
valor más probable de θ. La distribución de pro-
babilidad de θ se puede obtener fácilmente apli-
cando n veces la regla de Bayes. Una hipótesis
habitual es que las CCI pertenecen a una fa-
milia de funciones que dependen de uno, dos o
tres parámetros, y que se construyen basándose
en distribuciones normales o loǵısticas. Aśı, por
ejemplo, el modelo loǵıstico de tres parámetros

(3PL)[2] asume que la CCI se define mediante la
expresión:

CCIi(θ) = ci + (1 − ci)
1

1 + e−1,7ai(θ−bi)
(2)

donde ci es el factor de adivinanza, bi es la di-
ficultad del ı́tem y ai es el factor de discrimina-
ción. El factor de adivinanza es la probabilidad
de que un alumno sin conocimientos conteste al
ı́tem correctamente (seleccionando la respuesta al
azar). La dificultad del ı́tem representa el nivel de
conocimiento para el cual la probabilidad de que
el alumno falle es igual a la de que acierte más el
factor de adivinanza. El factor de discriminación
es proporcional a la pendiente de la curva. Cuan-
to mayor es su valor mejor será capaz el ı́tem de
discernir entre los alumnos con mayores niveles de
conocimiento de los que tienen menores niveles.

Basándonos en los TAI y la TRI, en nuestro grupo
se ha desarrollado la herramienta de tests adap-
tativos, a través de la Web, SIETTE. A diferencia
de la TRI tradicional, el nivel de conocimiento en
SIETTE es una variable que puede tomar n + 1
valores v0 < ... < vn (que en lo sucesivo represen-
taremos por 0, 1, ..., n). De este modo, en SIET-
TE, las CCI son vectores de n + 1 elementos y
la aplicación de la regla de Bayes se reduce a un
producto de n + 1 valores seguido de un proceso
de normalización.

3. Introducción de pistas en

un modelo basado en TAI

Para introducir las pistas en nuestro modelo, de-
finamos en primer lugar algunos términos:

Ítem. Utilizamos este término para repre-
sentar de modo genérico una pregunta o
ejercicio que el alumno debe resolver. La so-
lución de esta pregunta o tarea puede darse
de diversas maneras: seleccionando una o
más opciones de entre un conjunto de res-
puestas posibles dado un enunciado, escri-
biendo directamente una breve respuesta,
etc.

Un test es una sucesión de ı́tems.

Pista. Una ayuda o pista es una informa-
ción adicional que se presenta al alumno
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tras proponerle un ı́tem y antes de que lo
conteste. Puede ser una explicación más de-
tallada del enunciado, una ayuda que le per-
mita descartar una o más respuestas, una
indicación de cómo proseguir, etc. Las pis-
tas se invocan de modo activo (el estudiante
puede pedirlas sin más que pulsar un botón)
o pasivo (el sistema selecciona y presenta
la pista de acuerdo al comportamiento del
alumno, cuando detecta que éste tiene difi-
cultades, por ejemplo, si lleva mucho tiempo
esperando la respuesta del alumno).

Veamos un ejemplo: Consideremos el siguiente
ı́tem:

¿Cuál es el resultado de la expresión: 1/8 + 1/4?
a) 3/4 b)2/4 c)3/8 d)2/8

Algunas pistas posibles para este ı́tem podŕıan
ser:

Pista 1. 1/4 es equivalente a 2/8.
Pista 2. Primero encuentra fracciones equivalen-
tes con el mismo denominador.

Una hipótesis simplificadora que ha sido necesario
realizar en esta primera etapa de nuestra investi-
gación es que las pistas no modifican el conoci-
miento del alumno (es decir, que el conocimiento
del alumno permanece constante durante el test,
incluidas las pistas). Ésta es una hipótesis contro-
vertida pero habitual en los TAI, ya que hace que
el modelo sea computacionalmente tratable. En
nuestro caso, esta hipótesis puede interpretarse
como que las pistas no cambian el conocimiento
del alumno, sino que modifican la forma de la cur-
va caracteŕıstica del ı́tem al que están asociadas.
En este sentido, la pista lo que hace es acercar
al ı́tem que actualmente está en la ZDP, hasta
el nivel de conocimiento del alumno. Aśı, cabe
considerar que la combinación ı́tem+pista podŕıa
considerarse como un nuevo ı́tem (virtual), que
puede medirse y tratarse del mismo modo que los
otros ı́tems en el test; es decir, el nuevo ı́tem tie-
ne asociada una nueva curva caracteŕıstica cuyos
parámetros pueden ser estimados utilizando las
técnicas tradicionales de calibración. Sin embar-
go, ambas curvas no son independientes, sino que
se deben satisfacer una serie de relaciones entre
ellas. En primer lugar, la pista debe hacer que el
ı́tem sea más fácil. Esta condición se puede es-
tablecer en términos matemáticos mediante el si-
guiente axioma:

Axioma 1. Dado un ı́tem q y una pista h, para
todos los niveles de conocimiento k se debe satis-
facer que CCIq(k) ≤ CCIq+{h}(k), donde CCIq

representa la curva original y CCIq+{h} repre-
senta la curva caracteŕıstica de la combinación
ı́tem+pista.

Asimismo, si el examinando hace uso de una com-
binación de pistas, la cuestión debeŕıa ser aún más
fácil. Matemáticamente esta condición puede ex-
presarse aśı:

Axioma 2. Dado un ı́tem q, un conjunto de pis-
tas H y una pista h /∈ H, para todos los ni-
veles de conocimiento k se debe satisfacer que
CCIq+H(k) ≤ CCIq+H+{h}(k).

Para un conjunto de ı́tems y pistas, si tras la cali-
bración de los parámetros de las CCI de los ı́tems
virtuales y reales, las curvas resultantes no sa-
tisfacen los dos axiomas anteriores, significa que
alguna de las informaciones suministradas como
pistas no es tal, sino más bien un elemento que
confunde al alumno en lugar de ayudarlo, y por
tanto debe ser descartado. Este enfoque es sim-
ple, pero proporciona un método emṕırico útil
que permite la validación de las pistas propuestas.

En entornos adaptativos, tiene sentido buscar cri-
terios que permitan la selección de la mejor pista
disponible. Bajo el marco de la ZDP, si el alum-
no no es capaz de contestar correctamente al ı́tem
pero éste se sitúa en su ZDP, la mejor pista dispo-
nible seŕıa aquélla que trae al ı́tem I desde la ZDP
a la zona del conocimiento del alumno, y por su-
puesto dependerá de cómo de ”lejos” esté la pista
en la ZDP; es decir, cuanto más lejos esté la pista
del alcance del alumno, según su conocimiento,
más detallada, completa o explicativa deberá ser
la pista. De este modo, si por ejemplo un ı́tem I
tiene asociada tres pistas h1, h2 y h3 a diferentes
niveles de detalle, significa que cada una de ellas
es apropiada para una zona diferente de la ZDP,
tal como se representa en la Figura 1.

Figura 1. Conocimiento del alumno, ZDP y

pistas.
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La selección de hi como la mejor pista a presen-
tar, significaŕıa que el ı́tem I está en la zona ZDPi

para este alumno. En el ejemplo de la Figura 1,
la mejor pista es h2 ya que el ı́tem está en la
zona ZDP2. Una posibilidad de selección adapta-
tiva de pistas es usar los mecanismos de selección
adaptación de ı́tems empleados en los TAI. Por
consiguiente, dada la estimación de conocimiento
de un alumno θ(k), dadas dos pistas h1, h2, y las
respectivas curvas caracteŕısticas CCIq+{h1}(k) y
CCIq+{h2}(k), la mejor pista es aquélla que mi-
nimiza la varianza esperada de la distribución de
probabilidad a posteriori. Este mecanismo es sim-
ple de implementar y no requiere modificaciones
sustanciales en el procedimiento adaptativo, por-
que el test se usa como mecanismo de evaluación y
no como herramienta de aprendizaje. Sin embar-
go, el uso de mecanismos adaptativos de selección
de pistas en este contexto puede servir de est́ımu-
lo para el alumno, y por tanto mejorar su grado
de confianza en śı mismo.

4. Experimentos realizados

con alumnos reales

Un paso importante para la integración de este
nuevo enfoque de administración adaptativa de
pistas en el sistema SIETTE es la calibración de
las curvas caracteŕısticas asociadas a cada com-
binación ı́tem+pista. Éste es un objetivo dif́ıcil,
y para ello se debe seguir una metodoloǵıa que
consta de los siguientes pasos:

1. En primer lugar, hay que desarrollar un
banco de ı́tems y varias pistas para cada
uno de ellos.

2. En segundo lugar, hay que presentar los
ı́tems al alumno mediante un test no adap-
tativo, y calibrar las CCI de los ı́tems sin
pista y las correspondientes a los ı́tems vir-
tuales, es decir a los pares ı́tem+pista.

3. Finalmente, una vez inferidas las CCI, pue-
de realizarse la administración adaptativa
del test y de las pistas asociadas a sus ı́tems.

En cuanto al primer paso, se ha desarrollado un
banco de ı́tems para la asignatura Procesadores
de Lenguajes impartida en la E.T.S. de Ingenie-
ros en Informática de la Universidad de Málaga.
Cada uno de los ı́tems tiene entre dos y cuatro
pistas asociadas. A continuación se muestran dos

de los ı́tems (junto con las pistas asociadas a ellos)
incluidos en el banco de la asignatura:

1. Indicar la salida que produce el siguiente pro-
grama LEX con la entrada | ∗ abc ∗ |
ab/c { printf(”uno”); }
c { printf”dos”); }
abc { printf(”tres”); }

a) tres b) uno dos c) uno d) uno dos tres

Pista 1. El contenido de yytext no incluye los
caracteres correspondientes a la parte de la ex-
presión que hay después del operador de lectura
avanzada ”/”.
Pista 2. Cuando hay un operador de lectura
avanzada ”/”, la longitud del lexema que se for-
ma es la correspondiente a la expresión situada a
la izquierda del operador.

2. Sea T el conjunto de todos los caracteres AS-
CII del 1 al 127. Para expresar en LEX el con-
junto de todas las cadenas que pueden formarse
con los śımbolos de T, puede usarse la expresión:

a)(.|)∗ b)[a − zA − Z0 − 9]∗ c).∗ d)[.]∗

Pista 1. El operador .(punto) representa a cual-
quier carácter ASCII, exceptuando el fin de ĺınea.
Pista 2. El operador .(punto) no tiene ningún
significado.
Pista 3. El alfabeto ASCII incluye no solo letras
y números, sino también caracteres especiales,
operadores, signos de puntuación, etc.

En relación con el segundo paso, se han realizado
tres experimentos sobre un total de 263 alumnos
matriculados en la asignatura, durante los cursos
2003/2004, 2004/2005 y 2005/2006 (el tamaño de
los grupos fue de 100, 80 y 83 alumnos, respec-
tivamente). Todos los alumnos fueron calificados
mediante un examen tipo test no adaptativo con-
sistente en 20 ı́tems, administrado a través de
SIETTE. La duración total de la sesión de evalua-
ción estaba limitada a un máximo de 45 minutos.
La mayoŕıa de los alumnos, un 87%, completa-
ron el test, y un 97% contestó al menos a 18
ı́tems. Todos los datos se han usado para estos
análisis. El test ofrećıa la posibilidad de solicitar
pistas para cada uno de los ı́tems. Se trataba de
un test heterogéneo en el que a los alumnos se les
administraron diversos tipos de ı́tems (de opción
múltiple con respuesta única, de opción múltiple



18 Inteligencia Artificial Vol. 11, No33, 2007

con respuesta múltiple y de respuesta libre). Los
mismos 20 ı́tems se presentaban en permutacio-
nes diferentes a distintos alumnos para dificultar
la copia entre ellos. Una vez que un alumno soli-
citaba una pista, ésta era seleccionada aleatoria-
mente dentro del conjunto de pistas disponibles
para ese ı́tem.

Antes de comenzar el test se informó a los alum-
nos del mecanismo seguido para la puntuación de
los ı́tems. En los casos de ı́tems de opción múlti-
ple con respuesta simple, se sumaba 1 punto si la
respuesta era acertada, y se restaban 1/(n − 1)
(siendo n el número de opciones) puntos, en ca-
so de fallo. Para los ı́tems de opción múltiple con
respuesta múltiple, la puntuación era la suma de
1/n puntos positivos por cada opción correcta y
los mismos puntos negativos, en caso de opción
incorrecta. Para los ı́tems de respuesta libre, se
sumaba 1 punto en caso de que el alumno es-
cribiera la opción correcta y no se penalizaba el
fallo. En todos los tipos de ı́tems no se penalizaba
la respuesta en blanco.

Igualmente se informó a los alumnos que el uso
de una pista supońıa una penalización en la valo-
ración que recib́ıa la respuesta correcta (sobre el
máximo de 1 punto por ı́tem). En el primer ex-
perimento, el alumno obteńıa un máximo de 0, 5
puntos por respuesta correcta en la que hubiese
utilizado una ayuda, mientras que en el segundo
obteńıa 0, 75, y por último, en el tercero se ob-
teńıa 1 punto (es decir, no hab́ıa penalización por
el uso de pistas).

Por ejemplo, si un alumno del segundo experi-
mento responde correctamente 4 de las 5 opcio-
nes de un ı́tem de opción múltiple, tras recibir
una ayuda, obtendŕıa en ese ı́tem una puntuación
de 0,75 ∗ (4/5 − 1/5) = 0,45, en vez de los 0,60
puntos que habŕıa obtenido si hubiera acertado
sin solicitar la ayuda.

Esta evaluación heuŕıstica se ha usado como pa-
so inicial para el proceso iterativo de calibración
[6]. Como resultado de este proceso se obtienen,
además de las curvas caracteŕısticas de los ı́tems
y de los pares ı́tem+pista, una nueva calificación
del alumno. Esta nueva evaluación basada en la
TRI ofrece un mecanismo de evaluación fiable, in-
dependiente de la población, y de las puntuacio-
nes heuŕısticas iniciales1. No obstante, los datos

anteriores son relevantes desde el punto de vista
subjetivo a la hora de decidir si se solicitan pistas
o no durante la realización del test.

4.1. Impresión subjetiva del uso de

pistas en el primer experimen-

to

Figura 2. Resultados de los cuestionarios de

los alumnos del curso 2003/04.

Durante el transcurso del experimento con el pri-
mer grupo (curso 2003/2004), una vez que los
alumnos hab́ıan acabado el examen, rellenaban
un cuestionario sencillo en el cual informaban de
cuántas pistas hab́ıan solicitado y cuántas de ellas
les hab́ıan resultado útiles para seleccionar la res-
puesta correcta. Los resultados se presentan en la
Figura 2. En ésta se observa un uso escaso de las
pistas, que se explica por el alto factor de pena-
lización. Podemos ver también que los alumnos
no consideraron que las pistas fuesen demasiado
útiles (según los datos de la encuesta, tan sólo
un 65% de las pistas eran útiles), probablemente
debido a que la selección de pistas era aleatoria.
Esta administración aleatoria de pistas es preci-
samente lo que intentamos mejorar con nuestra
propuesta.

4.2. Resultados objetivos del uso

de pistas

En la Figura 3 se muestran los porcentajes medios
totales de pistas solicitadas en cada ı́tem, por ca-
da uno de los experimentos realizados en los tres
cursos académicos. El uso de pistas totales fue del
8, 7 y 53%, respectivamente, lo que indica que los
alumnos sólo perciben de forma cualitativa la pe-
nalización que se aplicaba por el uso de pistas,
ya que no hubo diferencias significativas entre los

1El proceso de calibración consiste en calcular las curvas caracteŕısticas a partir de una puntuación inicial, y a partir de
ellas una nueva puntuación para el alumno. El proceso itera hasta que se alcanza un equilibrio. Por tanto, los alumnos que han
usado pistas (o dicho de otra forma, presumiblemente han contestado a ı́tems más ”fáciles”), obtienen una calificación similar
a la que habŕıan obtenido de no usarlas, ya que las curvas caracteŕısticas tienen en cuenta la mayor o menor ”dificultad” de los
ı́tems.
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dos primeros cursos, a pesar de que la penaliza-
ción por el uso de pistas en el segundo año era
menor. El uso de pistas sólo se generalizó en el
tercer experimento, en el que las éstas no penali-
zaban.

Figura 3. Resultados objetivos del uso de

pistas en los cursos de los experimentos.

En cuanto a la utilidad real de las pistas, enten-
diendo este concepto como el porcentaje de ı́tems
acertados tras solicitar una pista, se ha mantenido
en torno a la mitad (38%, 47% y 56%, respectiva-
mente) de las pistas utilizadas. Obsérvese que este
dato es incluso más bajo que la percepción subje-
tiva puesta de manifiesto por los propios alumnos
del primer experimento, que fue del 65%. Esto se
explica por el hecho de que, en este caso, las con-
diciones para considerar ”útil” una pista son aún
mas restrictivas, ya que implican resolver comple-
tamente la cuestión, y no sólo pensar que se ha
hecho aśı, sin tener en cuenta respuestas parcial-
mente correctas (por ejemplo, en el caso de ı́tems
de respuesta múltiple).

En el conjunto del experimento, la media de res-
puestas acertadas fue del 55%, sin utilizar pis-
tas, y del 52%, en los ı́tems en los que se utiliza-
ron. Este dato no es muy significativo en śı, pero
evidentemente, para los fines del test y del pro-
pio experimento, es conveniente garantizar que se
mueve en valores medios, por varias razones. En
principio, podŕıamos asumir que el alumno que
solicita una pista lo hace porque el ı́tem le re-
sulta más dif́ıcil, o no está completamente seguro
de la respuesta correcta (aún en el caso en que
no hab́ıa penalización por las pistas, la lectura de
las mismas conlleva un tiempo que estaba limita-
do en el test). Por otro lado, si las pistas son muy
expĺıcitas, el porcentaje de aciertos seŕıa muy al-
to, y al contrario. Es interesante estudiar no sólo
los valores medios de utilidad de las pistas, sino
su distribución. Estos datos han sido representa-
dos en la Figura 4. El eje de abscisas representa
el porcentaje de utilidad de las pistas, y el eje de
ordenadas el número de pistas correspondiente.

Aśı, por ejemplo, según la figura, 17 pistas fueron
útiles en el intervalo comprendido entre el 60 y el
70 % de los casos. A partir de la resultados expre-
sados en la figura, se observa que la utilidad de
las pistas es variable, aunque la mayoŕıa ocupa
valores centrales, lo que da entrada al siguiente
estudio.

Figura 4. Distribución de la utilidad de las

pistas.

4.3. Estudio de la influencia de las

ayudas

De los 20 ı́tems que componen el banco de pre-
guntas, hemos seleccionado dos para mostrar los
resultados de este estudio. Ambos corresponden
a los ı́tems que se mostraron al comienzo de es-
ta sección. Para cada uno de ellos, estudiamos
la influencia de las pistas mediante la técnica de
obtención de curvas caracteŕısticas. Tal y como
se ha mencionado anteriormente, SIETTE utiliza
una aproximación discreta de la TRI mediante N
niveles de conocimiento. En este caso inicial, he-
mos considerado solamente dos niveles: El nivel
1 está formado por aquellos alumnos cuya pun-
tuación en el test fue menor de 50 puntos (sobre
un máximo de 100 puntos), y el nivel 2, por los
restantes (puntuación superior a 50 puntos).

Con este objetivo, los alumnos de los tres experi-
mentos se agruparon según su rendimiento en el
test. En las tablas 1 y 2 vemos los datos corres-
pondientes a los dos ı́tems de ejemplo que se han
presentado: el ı́tem 1, con dos pistas asociadas, y
el ı́tem 2, con tres pistas. Las tablas muestran los
resultados por cada ı́tem, es decir, el número de
alumnos que resolvieron correctamente el ı́tem en
cada uno de los niveles. Aśı por ejemplo, el 25/83
de la primera posición de la primera fila signifi-
ca que, de entre aquellos alumnos clasificados en
el nivel 1, 83 contestaron al ı́tem 1 sin pistas y
25 de ellos fueron capaces de resolverlo correcta-
mente; 7/13 significa que a 13 de los estudiantes
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que pidieron pistas se les presentó la pista 1, y
7 de ellos contestaron correctamente; y aśı suce-
sivamente. Estos mismos datos se representan en
porcentajes en la Figura 5.

Ítem 1 Sin pista Pista 1 Pista 2
Nivel 1 25/83 7/13 5/20
Nivel 2 83/115 13/16 20/23

Ítem 2 Sin pista Pista 1 Pista 2 Pista 3
Nivel 1 43/74 8/16 2/8 5/7
Nivel 2 91/102 12/15 11/18 15/20

Tabla 1. Proporción de alumnos que

respondieron de forma correcta.

Ítem 1 Sin pista Pista 1 Pista 2
Nivel 1 30,1 % 53,8 % 45,5 %
Nivel 2 72,2 % 81,3 % 87 %

Ítem 2 Sin pista Pista 1 Pista 2 Pista 3
Nivel 1 58,1 % 50 % 25 % 71,4 %
Nivel 2 89,2 % 80 % 61,1 % 75 %

Tabla 2. Porcentaje de alumnos que

respondieron de forma correcta.

Somos conscientes de que, desafortunadamente,
el uso de la penalización ha hecho que el número
de casos de pistas utilizadas en algunos casos sea
demasiado bajo (véanse los intervalos de confian-
za en la siguiente subsección) para permitirnos
establecer conclusiones que sean estad́ısticamen-
te significativas, pero pensamos que nos pueden
servir como una primera aproximación para de-
terminar el tipo de información que puede obte-
nerse mediante el uso de estos análisis. Aśı, por
ejemplo, en la Figura 5 se observa que, para el
ı́tem 1, las dos pistas son más o menos igual de
útiles y ayudan tanto a los alumnos clasificados
en el nivel 1 como a los clasificados en el nivel 2.
Para el ı́tem 2, la pistas 1 y 2 resultan inútiles, e
incluso confunden a los alumnos. Por el contrario,
la pista 3 parece que ayuda a los alumnos de ni-
vel más bajo pero confunde a los más avanzados.
Esto sugiere que este tipo de análisis permitiŕıa
eliminar las pistas ”malas” (las que confunden a
ambos grupos, las que no tienen efectos positivos,
y aquéllas que tienen un efecto demasiado positi-
vo) del banco de pistas, mejorando aśı su calidad.
Del mismo modo, las pistas pueden seleccionarse
de modo adaptativo, dependiendo de la estima-
ción actual del nivel de conocimiento del alumno
para satisfacer mejor sus necesidades.

Figura 5. Porcentajes de respuestas correctas

en función del nivel de conocimiento de los

alumnos.

Estos mismos datos pueden utilizarse para hacer
aproximaciones a las CCI, tal y como se mues-
tra en la Figura 6. En ella podemos ver clara-
mente que todas las pistas del ı́tem 1 cumplen
el Axioma 1, que establece que para cualquier
nivel de conocimiento k se debe satisfacer que
CCIq(k) ≤ CCIq+{hk}(k). Sin embargo, esto no
ocurre en el ı́tem 2. Por tanto, si tal hipótesis se
considera razonable, las pistas que no la cumplen
debeŕıan ser descartadas.

Figura 6. Aproximaciones de las CCI.
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4.4. Intervalos de confianza

Hemos analizado los intervalos de confianza de los
porcentajes obtenidos mediante la fórmula apro-
ximada del error esperado (EE) para poblaciones
pequeñas, esto es:

EE = z

√

P (1 − P )

n
+

0, 5

n
(3)

En donde n es el tamaño de la muestra, P es la
proporción (media) de la muestra y z se obtiene
de la distribución normal, expresada en la Tabla
3.

Ítem 1 Sin pista Pista 1 Pista 2
Nivel 1 0,105 0,309 0,340
Nivel 2 0,086 0,223 0,159

Ítem 2 Sin pista Pista 1 Pista 2 Pista 3
Nivel 1 0,119 0,276 0,363 0,406
Nivel 2 0,065 0,236 0,253 0,215

Tabla 3. Amplitud de los intervalos de

confianza de las proporciones.

La Tabla 3 muestra la amplitud de los intervalos
de confianza habituales al 95% (z=1, 96). Como
puede apreciarse, en la mayoŕıa de los casos los
intervalos son demasiado grandes como para es-
tablecer conclusiones estad́ısticamente significati-
vas, a este nivel de confianza.

4.5. Análisis basado en la calibra-

ción de los ı́tems según el mo-

delo 3PL

Mucho más interesante resulta realizar un análisis
completo de las curvas caracteŕısticas mediante la
aplicación de la TRI. Para ello, supondremos que
las CCI siguen el modelo loǵıstico de tres paráme-
tros, 3PL, expresado en la ecuación 2.

Para el experimento, se ha llevado a cabo la cali-
bración de las curvas caracteŕısticas de 81 ı́tems:
las de los 20 originales, y además, las de los 61
virtuales que se obtienen mediante la conjunción
ı́tem+pista. Con este fin, se ha utilizado el pro-
grama MULTILOG [13]. Los resultados han evi-
denciado que la distribución de los niveles de co-
nocimiento de los alumnos (θ) resulta ser normal
con media 0, 018 y desviación t́ıpica 0, 337; es de-
cir, el 99, 7% de la muestra tiene valores de θ en

el intervalo [−1, 1]. En la Figura 7, se muestran
los resultados para los ı́tems 1 y 2, usando este
intervalo. En el eje de abscisas se muestra el nivel
de conocimiento (θ), y en el eje de ordenadas la
probabilidad de acertar el ı́tem. Las curvas de los
ı́tems sin pistas se muestran mediante una ĺınea
de puntos.

Figura 7. CCI de los ı́tems reales y virtuales.

Como se puede apreciar, tras este análisis, las pis-
tas del ı́tem 1 resultan útiles sólo a partir de un
determinado umbral de conocimiento, el cual se
obtiene mediante la intersección de ambas curvas.
La pista 1 resulta de utilidad para casi todos los
alumnos, mientras que la pista 2, es útil a partir
de los niveles de conocimiento que cumplen que
θ > −0, 35 (punto de corte con la curva del ı́tem
sin pista); es decir, para el 84% de los alumnos.
En cuanto al ı́tem 2, puede observarse que la pista
1 no supone ninguna mejora en el porcentaje de
aciertos, y su curva es muy similar a la del ı́tem
original, por lo que puede deducirse que contiene
una información irrelevante para resolver el ı́tem.
La pista 2, perjudica el resultado casi todos los
alumnos. Por último, la pista 3 es irrelevante, o
incluso puede resultar confusa, como se ve clara-
mente por su pendiente negativa y, por esta razón,
debeŕıa ser eliminada.

Desgraciadamente, como ya se ha visto en el estu-
dio anterior, los datos recogidos no son suficientes
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para garantizar un buen ajuste de las curvas ca-
racteŕısticas, aunque los resultados no afecta a las
conclusiones que se proponen en este art́ıculo.

Estos resultados coinciden con los que se hab́ıan
obtenido anteriormente al aplicar sólo dos nive-
les. Si bien son más detallados, no por ello son
más precisos y están sujetos a la incertidumbre
estad́ıstica en la calibración de las curvas. Por
otra parte, el análisis mediante la TRI clásica,
presupone que las curvas caracteŕısticas siguen el
modelo 3PL, lo cual no es necesariamente cierto.

5. Conclusiones y trabajo fu-

turo

En este art́ıculo se han presentado algunas ideas
sobre la selección adaptativa de pistas en un en-
torno de evaluación basado en TAI. Como se ha
mencionado anteriormente, este tipo de tests se
basan en la TRI.

Es necesario hacer especial hincapié en que, en es-
ta aproximación, las pistas no se consideran mo-
dificadores del conocimiento del alumno, sino más
bien modificadores de las CCI. Algunos axiomas
formales que todo modelo de pistas deben satis-
facer, han sido presentados y justificados de un
modo informal. Un estudio preliminar ha suge-
rido que el uso de las pistas, en estos entornos,
es adecuado y factible. Asimismo, el estudio an-
terior ha sido validado mediante la calibración
de las CCI para cada par ı́tem+pista, utilizando
datos emṕıricos. Las curvas obtenidas permiten
discernir entre aquellas pistas que resultan úti-
les y las que no, y permite determinar qué pistas
deben ser eliminadas por resultar confusas a los
alumnos. Desgraciadamente, los datos obtenidos
no son, por el momento, lo suficientemente con-
cluyentes, debido a los posibles errores estad́ısti-
cos que se derivan del tamaño de las muestras
poblacionales utilizadas en los experimentos.

Una vez se obtengan resultados más fiables, éstos
servirán de base para la integración e implemen-
tación de este modelo en SIETTE, y para permitir
la selección de adaptativa tanto de ı́tems como de
pistas en nuestro sistema de tests.
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J. L. Pérez de la Cruz, and A. Ŕıos. Siette: a
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